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要旨: バスをはじめとする交通機関の情報を正確に推定することは，交通システムの効率化と乗客
の快適性の向上に不可欠である．バス車内の情報を推定する既存手法として，乗客の所持するデバイ
スが発信する BLE信号情報を用いて，車内人数を推定する手法が提案されている．このアプローチ
では，主に車内人数の推定のみに焦点を当てているが，同じ車内人数でも乗客が感じる混雑度はそれ
ぞれ異なるため，各停留所間の体感混雑度を推定することは重要である．本研究では，車内人数の
推定で効果が確認されている BLE信号情報を利用して，乗客の体感混雑度を推定可能かどうかをを
評価する．実験の結果，正解率による評価で 0.653（車内人数），0.513（体感混雑度）となり，BLE

信号情報で体感混雑度の大まかな傾向を捉えることができるとわかった．

1 はじめに
バスをはじめとする公共交通機関の車内の混雑度を
正確に把握することは，交通システムの効率化と乗客
の快適性の向上に不可欠である．実際，バス利用者は，
車内の混雑度に関心があるという研究成果があり，バ
ス車内の混雑状況を知ることで次のバスを待つことを
選択する可能性があることも示されている [1, 2]．その
ため，バス車内の混雑状況を取得する必要があるが，運
行している全てのバスの乗客を手動で記録することは
現実的な方法ではないため，自動的にバス車内人数を
推定するシステムが必要である．
バス車内の混雑度を推定する手法として，カメラか
ら得られた動画像から画像処理や深層学習を用いて乗
客を計測する手法 [3, 4, 5]やバス出入り口に赤外線セ
ンサを設置してバス利用者の乗り降りを検出する手法
[6]が提案されている．これらの手法は，比較的高い精
度で車内人数の推定を可能としているが，バス全台に
設置するコストや設置場所に制約があり，乗客の重な
りに弱く極度に混雑している状況では精度が低くなる
課題がある．また，カメラを用いた手法では，乗客の
プライバシーを侵害する恐れがある．この問題を解決
するために，Bluetooth Low Energy（BLE）を用いた
混雑度推定手法が提案されている [7, 8]．BLE信号か
ら取得できるBluetoothデバイス（BD）アドレスはセ
キュリティの観点から 10分から 20分ごとに変更され
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図 1: 車内人数と体感混雑度の関係

るため，プライバシー侵害の心配はほとんどない．ま
た，Raspberry Piなどの安価で軽量なシングルボード
コンピュータ 1台で受信でき，無線通信技術であるこ
とから設置場所の制限もないため，BLEを用いた混雑
度推定は，プライバシーに考慮したデータ収集と設置
コスト低減の実現が可能である．しかし，従来のアプ
ローチでは，主に車内人数の推定のみに焦点を当てて
いるが，図 1に示すように車内人数と乗客が実際に感
じる混雑度である体感混雑度の関係にはばらつきがあ
る．つまり，同じ車内人数でも乗客が感じる混雑度は
それぞれ異なるため，各停留所間の体感混雑度を推定
することは重要である．



そこで本研究では，車内人数の推定において効果が
確認されている乗客の携帯端末から得られたBLE信号
情報を利用して，乗客の体感混雑度を推定可能かどう
かをを評価する．BLE信号から得られる BDアドレス
と RSSIを基に特徴量を作成し，機械学習モデルを用
いて体感混雑度を推定することで，より乗客にとって
理解のしやすい混雑度情報の提供を目指す．本手法の
妥当性を示すため奈良交通株式会社1の協力を得て，奈
良市内循環線のバスを対象としたデータ収集実験を行
なった．収集したデータから学習及び推定を行なった
結果，正解率による評価で 0.653（車内人数），0.513

（体感混雑度）となった．体感混雑度は個人によって感
じ方が異なるものの，BLE信号情報から体感混雑度の
大まかな傾向を捉えられることを確認した．

2 関連研究
2.1 バスの混雑度推定
バスの混雑度推定に関連した様々な研究が提案され
ている．Woodらは運行状況や気象情報などからリア
ルタイムに得られるデータを用いて，個々のバスが停留
所に到達した時の乗客の占有率を推定するために，線
形回帰モデルと機械学習モデルを用いて乗客数の予測
を行った [9]．Roncoliらは車両の位置をリアルタイム
で提供するAVLシステムのデータと停留所での乗降者
数を自動でカウントする APCシステムのデータを組
み合わせて，カルマンフィルタで車内の混雑度の推定
を行なった．これらの手法は，バスの移動時間や混雑
度を正確に予測することが期待できるものの，路線内
に APCシステムを備えた車両が必要であり，乗客数
の一時的な上昇に対応しにくいと考えられる．そこで，
カメラを用いて混雑度を推定する手法が提案されてい
る [3, 4, 5]．Hsuらは，バス車内に設置したカメラの
映像データの中で，乗客を表さない全てのオブジェク
トをフィルタリングし，畳み込みオートエンコーダを
用いて乗客数をカウントするシステムを提案している
[5]．カメラを用いたシステムは，正確な乗客数の推定
を可能とするが，設置や運用のコストが高く，プライ
バシー侵害の恐れがあるため，路線バスへの導入は容
易ではない．

2.2 BLEを用いた混雑度推定
スマートフォンの普及に伴い，ユーザ参加型センシ
ングとBLEを組み合わせた混雑度推定についていくつ
か研究が行われている．Weppnerらは監視環境内を移
動するユーザの携帯端末から検出された近接のBLE端

1https://www.narakotsu.co.jp/

末数を集約し，群衆密度を推定する手法を提案してい
る [10, 11]．前川らは，鉄道乗客の持つ携帯端末が受信
した近接端末の BLE信号のRSSIをサーバ上で集約す
るユーザ参加型センシングによって，鉄道車両の混雑
度を推定する手法を提案している．これらの手法は，新
たにセンサを設置する必要がないため，コスト面の課
題はクリアしているものの，推定精度が参加するユー
ザ数に依存するため，ユーザの関与を促す仕組みが必
要である．
安価なシングルボードコンピュータを用いてBLEや

Wi-Fiを用いた混雑状況センシングについていくつか
の研究が行われている．Longoらは，Raspberry Piを
用いてWi-FiとBLEの両方をセンシングし，研究室や
大講義室などの大学内の特性が異なる空間の占有率を
それぞれ推定する手法を提案した [12]．BLEを用いた
公共交通機関の混雑度推定を行う研究も行われており，
金光らや後藤らはバス，田谷らは電車で乗客の携帯端
末から発信されるBLE信号を基に特徴量を作成し，機
械学習モデルを用いて混雑度推定システムの提案を行
なっている [7, 8, 13]．これらの手法は，プライバシー
の侵害や設置コスト及び設置位置の制約の問題を軽減
しつつ，混雑度推定を行うことを可能としている．し
かし，センシング対象空間にいる人数の推定に焦点を
当てており，実際に人々が感じる混雑度を推定してい
ないという課題がある．

2.3 本研究の位置付け
バスの混雑度推定に関する研究は数多く存在するが，
その多くが車内人数の推定に焦点を当てており，乗客
の体感混雑度の推定に焦点を当てた研究はない．先行
研究では，車両内の人数を推定しているが [7, 8, 13]，
図 1に示したように車内人数と体感混雑度の関係には
ばらつきがある．そこで本研究では，プライバシー保
護が可能で，交通システムで実用化可能なBLE信号を
用いたバス乗客の体感混雑度推定システムを提案する．
バス車載器に搭載されているBLEデバイスを用いて乗
客の携帯端末から発信されるBLE信号をセンシングし
て車内人数及び体感混雑度を推定することで，よりバ
ス利用者にとって理解しやすい混雑度の情報を提供で
きることを目指す．

3 提案手法
3.1 データ収集
提案手法の有効性を検証するため，奈良交通株式会
社の協力のもと，2023 年 3 月 24 日から 27 日の合計
４日間で実際のバスを使ったデータ収集実験を行った．
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図 2: 奈良交通バス奈良市内循環線
（奈良交通株式会社Webサイト https://www.narakotsu.co.jp/nara-travel/pdf/city-map.pdfから引用）

BLEスキャナ位置
（運転手座席横の柱）

図 3: BLEスキャナの設置位置

データ収集は，奈良市内循環線（図 2）のバス前方の運
転手座席横 (図 3)に実装された公共交通機関向けBLE

スキャナ 10台 (図 4)によって周囲の BLEデバイスの
データを収集した．そして，一般市民合計 48名に実験
協力を依頼して，BLEスキャナが搭載されたバスの車
内人数と体感混雑度について回答してもらった．車内
人数は 4000件，体感混雑度は 6597件のバス停間サン
プルを収集した．表 1にそれぞれの回答項目とその内
訳を示す．

3.2 特徴量抽出
本システムは 15秒おきに周囲の BLEデバイスをス
キャンする．各停留所間におけるスキャン回数をNscan

表 1: 車内人数と体感混雑度の内訳
車内人数 体感混雑度
項目 件数 項目 件数

0-5人 1930 とても空いていると感じる 2809

6-10人 934 空いていると感じる 1405

11-20人 795 やや空いていると感じる 1148

21-30人 195 やや混雑していると感じる 748

31人以上 146 混雑していると感じる 277

とても混雑していると感じる 211

とし，Nscan回のスキャンによって検出された BLEデ
バイスの BDアドレスと RSSIを保持し，混雑度推定
を正確に行うために有効な特徴量を作成する．

3.2.1 出現頻度
1回のスキャンで取得する BLEデータには，バス車
外からの信号が頻繁に含まれている．そこで，BDア
ドレスの出現頻度を計算し，出現頻度でフィルタリン
グすることでバス車内と車外のアドレスを区別できる
と考える．各停留所間で，1つの BDアドレスが出現
する頻度 F は以下のように計算される．

F =
Ndetected

Nscan
(1)

ここで，Ndetectedは各停留所間で同じ BDアドレス
が検出された回数である．本手法では，出現頻度に閾



図 4: 公共交通機関向け BLEスキャナ

値を設け，閾値以上の BDアドレス数のカウントを行
い特徴量とする．

3.2.2 平均RSSI

RSSIの閾値を適切に選択することで，車外デバイス
のフィルタリングをすることが可能である．各停留所
間での平均 RSSIは以下のように算出される．

RSSI mean =
1

Ndetected

Ndetected∑
i=1

S(i) (2)

しかし，アンテナやデバイスによって RF特性が異
なるので，ビーコンとデバイスが互いに同一でない限
り，位置が同じでも RSSIの値が同じになることは期
待できないため，絶対的な RSSIの閾値を見つけるこ
とは困難である．そこで本手法では，前節の出現頻度
によって車内と判定されたアドレスの平均 RSSIを閾
値に設定し，閾値以上の RSSIを持つアドレスのカウ
ントを行い特徴量とする．

3.2.3 差分と変化率
前節で出現頻度及び平均 RSSIを計算し閾値を設け
てカウントすることで，車内BLEデバイス数を表す特
徴量を作成した．停留所では，バス利用者の乗降が発
生するため，停留所間での車内BLEデバイス数の差分

を計算することで推定に有効な特徴量を作成できると
考える．また，単に差分を取るだけでなく，停留所間
での相対的変化率を計算することで，体感混雑度に有
効な特徴量を作成できると考える．車内人数が 0人か
ら 10人に増えた時と 30人から 40人に増えた時では，
同じ 10人の変化でも，乗客が感じる混雑度に違いが出
ると考える．各停留所間での差分DIFF 及び相対的変
化率 RC は以下のように算出される．

DIFF = InAddrcurrent − InAddrprevious (3)

RC =
InAddrcurrent − InAddrprevious

InAddrprevious + 1
(4)

ここで，InAddrcurrentは現在の停留所での車内BLE

デバイス数，InAddrprevious は 1つ前の停留所での車
内 BLEデバイス数を表し，前節で紹介した車内 BLE

デバイス数を表す特徴量からそれぞれ計算される．ま
た RC の分母は 0除算を防ぐために 1を足している．

3.2.4 路線情報
全ての人が BLE デバイスを持っているわけではな
く，人によっては複数個持っている可能性もある．そ
こで，路線情報を使用することでBLEデータのみを使
用した場合と比べて，より正確な推定が可能であるこ
とがわかっている [7, 8]．そこで，本研究では路線情報
として停留所名，時間，路線名を利用する．

4 実験
4.1 分析モデルと評価
実験では，先行研究である金光ら [7]の特徴量，提案
手法の特徴量から差分と変化率を抜いた提案手法（差
分/変化率なし），提案手法（ALL）の 3種類の特徴量
を用いて車内人数及び体感混雑度推定モデルを構築し，
評価を行う．出現頻度の閾値は，0.5から 1.0の間で 0.1

刻みの値を用いた．使用する機械学習モデルは，SVM

（Support Vector Machine），RF（Random Forest)，
LightGBM [14]の 3種類を採用し，各モデルごとに学
習と評価を行う．評価は 10分割交差検証を行い，各モ
デルのハイパーパラメータは Optuna [15]にて最適化
したものを使用した．評価指標には，正解率と F値を
使用した．

4.2 結果
車内人数の推定結果を表 2，体感混雑度の推定結果
を表 3に示す．表より提案手法の特徴量が有効であり，



図 5: 車内人数の混同行列 図 6: 体感混雑度の混同行列

表 2: 車内人数の推定結果
金光ら [7] 提案手法（差分/変化率なし） 提案手法（ALL）

モデル 正解率 F値 正解率 F値 正解率 F値
SVM 0.572 0.388 0.588 0.395 0.642 0.492

RF 0.595 0.425 0.638 0.499 0.649 0.516

LightGBM 0.599 0.454 0.640 0.528 0.653 0.530

表 3: 体感混雑度の推定結果
金光ら [7] 提案手法（差分/変化率なし） 提案手法（ALL）

モデル 正解率 F値 正解率 F値 正解率 F値
SVM 0.470 0.258 0.476 0.276 0.501 0.322

RF 0.487 0.316 0.508 0.355 0.512 0.361

LightGBM 0.492 0.331 0.506 0.367 0.513 0.374

差分と変化率の特徴量が車内人数と体感混雑度の推定
どちらにも有効であることがわかった．また，全ての
指標において LightGBMが比較的高い性能を示す結果
となった．LightGBMの推定による車内人数の混同行
列を図 5，体感混雑度の混同行列を図 6に示す．混同行
列を見ると車内人数及び体感混雑度の大まかな傾向は
捉えることができているとわかる．しかし，車内人数
では「6-10人」と「21-30人」と推定精度が低いことが
見て取れる．この原因として，車内後方のBLEデバイ
スを適切に検出できていないことが挙げられる．特に，
今回の実験では，車内前方にある車載器内部にBLEセ
ンシングデバイスが設置されているため，車内前方付
近の車外デバイスを検出しやすくなっており，逆に車
内後方の車内デバイスを適切に検出できていないと考
えられる．また，車内が混雑した状況では，人体によっ
て信号が減衰するため，より車内後方のデバイスを検
出しづらくなっていると考えられる．また，体感混雑
度の推定では，「とても空いていると感じる」と「とて

も混雑していると感じる」以外の推定精度がばらける
結果となった．これは，同じ車内人数でも人によって
は「やや混雑している」と感じ，また別の人では「混雑
している」と感じる人がいるためであると考えられる．
よって，BLE信号情報では大まかな体感混雑度の傾向
は捉えられるものの，正確に体感混雑度を推定するに
は，環境センサのデータなど，体感に影響を与えると
想定される別の手がかりが必要であると考えられる．

5 おわりに
本研究では，バス乗客の携帯端末から得られた BLE

信号情報を利用して，従来の車内人数の推定に加えて，
乗客の体感混雑度を推定するシステムを提案し，評価
を行った．結果として，車内人数と体感混雑度それぞれ
大まかな傾向を捉えることが可能なモデルを構築する
ことができた．しかし，バス前方付近の車外デバイス
のフィルタリングとバス後方の車内デバイスの検出が



正確にできないといった課題が明らかとなった．また，
体感混雑度をより正確に推定するには，BLEデータに
加えて他の手がかりとなるデータの必要性が示唆され
た．これらの課題を踏まえ，より有効な特徴量抽出や
体感混雑度の正確な推定に必要なセンサ（気温，湿度，
照度等）や情報（出身地域や性格）を模索し，実運用
可能なモデルの作成を目指す．
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